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RESUMEN 

En este artículo se inspeccionan las propiedades de las redes neuronales para la identificación de sistemas no lineales. La red empleada es de tipo dinámico recurrente de una sola capa oculta con función tangente sigmoidal. La función de activación en la capa de salida consiste de una función lineal. Estas características  facilitan la prueba de estabilidad del modelo neuronal en sistemas donde el origen es un punto de equilibrio. El análisis realizado esta enfocado hacia sistemas de segundo orden representados mediante variables de estado debido al fácil trazo en dos y tres dimensiones. La identificación es ilustrada con dos ejemplos de modelos no lineales autónomos.
Palabras clave: Identificación no lineal, redes neuronales, redes dinámicas recurrentes, estabilidad de Lyapunov.
I.    Identificación de sistemas dinámicos
A menudo la principal, y a veces única, información de que dispone un proceso es una serie numérica temporal. Dicha serie corresponde con los valores de una función, de una o más variables, que contiene la dinámica interna del sistema. El problema radica entonces en la identificación de la función generadora de la serie de valores, esta tarea se ha realizado ampliamente con las redes neuronales [1].

La tarea de la identificación de sistemas es esencialmente encontrar mapeos convenientes que puedan aproximar los mapeos implicados en un sistema dinámico. Un sistema dinámico puede ser descrito por dos tipos de modelos: modelo de entrada salida y modelo estado-espacio [2].
Modelo de Entrada-Salida
Un modelo de entrada-salida describe un sistema dinámico basado en datos de entrada salida. En el dominio discreto, un modelo de entrada-salida puede ser del tipo ARX [3] (AutoRegressive, eXternal input) como se muestra en la Fig.1.
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Figura 1. Estructura ARX (AutoRegressive, eXternal input).

Un modelo de entrada-salida supone que la salida nueva del sistema se puede predecir por las entradas y salidas pasadas del sistema. Si un sistema es además supuesto determinístico, invariante en el tiempo, una entrada una salida (SISO), el modelo se convierte en
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donde m y n son la cantidad de retrasos en las señales de entrada y salida respectivamente. La función f(.) puede ser una función estática que mapea las entradas y salidas pasadas a una nueva salida. Si el sistema es lineal, f(.) es una función lineal y la ecuación 1 puede ser rescrita como
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Así, desde este enfoque el problema de identificación consiste en una única tarea: encontrar 
[image: image4.wmf](

)

f

×

.
Modelo de Estado-Espacio
Un sistema dinámico puede ser descrito también por un modelo de estado-espacio. El modelo de estado-espacio de un sistema dinámico de orden n, no-lineal, invariante en el tiempo, multi-entrada-multi-salida (MIMO) es como sigue

[image: image5.wmf](1)   [(),()] 

()   [()]

xkxkuk

ykxk

y

+=F

=



      (3)
donde 
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 es el vector de estados de n componentes del sistema, 
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 es el vector de entrada del sistema, y 
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 es el vector de salida del sistema. 
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 son mapeos no-lineales. La función 
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Figura 2. Modelo de estado-espacio
En la identificación de un sistema pueden conocerse previamente el orden del sistema y desconocer de forma precisa sus parámetros o desconocer totalmente el orden del sistema y sus parámetros. La identificación de un sistema mediante redes neuronales no pretende encontrar las funciones Φ y Ψ, sino un mapa de la relación entre un espacio de entrada y un espacio de salida con base a los patrones con que fue entrenada. Si el sistema es lineal, la ecuación 3 se convierte en
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donde A, B y C son matrices de orden (nxn),(nxr) y (mxn) respectivamente y de coeficientes constantes.

II.    Estabilidad de Lyapunov

Un punto de equilibrio se dice estable si todas las soluciones que se inicien en las cercanías del punto de equilibrio permanecen en las cercanías del mismo, de otro modo el punto de equilibrio es inestable. Un punto de equilibrio se dice asintóticamente estable si todas las soluciones que inicien en las cercanías del punto de equilibrio no sólo permanecen en las cercanías del punto de equilibrio, sino que además tienden hacia el equilibrio a medida que el tiempo se aproxima a infinito [4].

Teorema 1 (Método Directo): Sea el origen 
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Entonces, el origen es ASINTÓTICAMENTE ESTABLE si todos los valores propios de A tienen parte real negativa. El origen es INESTABLE si uno o más valores propios de A tienen parte real positiva.

III.    Redes dinamicas recurrentes
Las redes multicapa son de naturaleza estática, o sea su salida no evoluciona con el tiempo (para un patrón de entrada existe una salida asociada), pero pueden adquirir un comportamiento dinámico (para un patrón entrada la salida posee un estado transitorio y converge a un valor en el estado estacionario) realimentando sus entradas con estados anteriores de sus salidas. Como se puede ver en la Fig. 3, la red esta compuesta de una capa estática la cual generalmente posee un número de neuronas superior al número de variables de estado del sistema a identificar, la salida de la capa estática va a un sumador donde se le resta el valor anterior de la variable de estado 
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 identificada por el sistema, de esta operación se genera la derivada de cada una de las 
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 variables de estado identificadas por el sistema.
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Figura 3. Red Dinámica multicapa.
La red recurrente dinámica multicapa cuyo comportamiento lo describe la ecuación 5 puede identificar el comportamiento de un sistema autónomo (
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donde 
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 es el número de variables de estado del sistema y 
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 el número de neuronas en la capa oculta.

De acuerdo a [5], sin pérdida de generalidad, si el origen se asume como punto de equilibrio, el sistema 6 será identificado con la red 5 alrededor de su región de atracción y se garantiza que el error en la aproximación 
[image: image41.wmf](

)

et

 es limitado.

La etapa estática que hace parte de la red multicapa dinámica recurrente generalmente es entrenada con algún procedimiento de propagación inversa (Backpropagation [6]), ya que son más eficientes y rápidos. Los patrones de entrenamiento de la capa estática de la Fig. 3 son diferentes combinaciones de valores de las variables de estado y los patrones objetivos están dados por la suma de cada variable de estado con su correspondiente derivada como se muestra en la Fig. 4.
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Figura 4. Patrones de entrenamiento de la red
Así, el error generado para el entrenamiento será:
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La red después de entrenada tiene la estructura de la ecuación 8.
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 (8)
Para garantizar que la red ha identificado la dinámica del sistema, el Jacobiano de la red en el origen (ecuación 9) debe tener valores propios muy cercanos a los del sistema que ha sido aproximado.
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IV.    Casos de estudio
Caso 1: Sistema de ecuaciones no lineales
Para el siguiente sistema, una red neuronal identificará su comportamiento autónomo y se verificará la similitud entre ambos vía eigenvalores en el origen como punto de equilibrio.
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Haciendo 
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y con 
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, el PE es (0,0).
Para los eigenvalores es necesario calcular el jacobiano,
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Y evaluar en el PE, entonces se obtiene
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Finalmente el 
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Puesto que los eigenvalores tienen parte real negativa, entonces el punto de equilibrio es un foco estable.

Para la identificación con una red neuronal recurrente se propone una red de 2 nodos de entrada para los estados, 4 nodos en la capa oculta y sus 2 respectivas salidas. La Fig 5(a) muestra la evolución del sistema de ecuaciones (línea continua) y la estimada de la red (línea punteada) para las condiciones iniciales C.I. (x,y)=(-0.5,0.5). Dicha condición inicial, corresponde a una de las trayectorias del diagrama de fase de la Fig. 4.

Con un coeficiente de aprendizaje de 0.001 y después de una iteración la red tiene el comportamiento mostrado en la Fig. 5(b). Para 5 y 14 iteraciones se muestran en la Fig. 5(c) y Fig. 5(d) respectivamente.
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Figura 4. Retrato de fase del sistema no lineal.
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         c)


d)
Figura 5. Respuestas para diferentes instantes en el entrenamiento de la red.

Después de 600 iteraciones, el error medio cuadrático desciende por debajo de 1x10-5, como se muestra en la Fig. 6.
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Figura 6. Error medio cuadrático en el entrenamiento.

Finalmente, el conjunto de pesos de la capa oculta y la capa de salida quedan como:
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Así el jacobiano de dicha configuración es obtenido como:
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y sus eigenvalores
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son similares a los obtenidos para el sistema original.
En la Fig. 7 se puede ver la respuesta para cuatro condiciones iniciales y se verifica su dinámica alrededor del origen.
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Figura 7. Respuesta para diferentes condiciones iniciales.

Caso 2: Péndulo invertido
El péndulo invertido es un sistema muy comúnmente usado para ejemplificar sus características no lineales. Las ecuaciones no lineales que describen el comportamiento de este sistema son:
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Con 
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 como variables de estado las ecuaciones quedan como:
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y el jacobiano
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evaluado en el origen
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sus valores propios son:
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En la Fig. 8 (a) muestra la evolución del sistema de ecuaciones (línea continua) y la estimada de la red, aun sin entrenar, (línea punteada) para las condiciones iniciales C.I. (x1,x2,x3)=(-0.5,0.5). Para las iteraciones 5, 50 y 100 corresponden a la Fig. 8 (b), Fig. 8 (c), Fig. 8 (d) respectivamente.
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d)
Figura 8. Proceso de identificación del péndulo.

Los valores finales en los pesos de la red son:
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y el jacobiano
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con los valores propios:
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similares a los del sistema a identificar. Con un tiempo de muestreo de 0.01 después de 500 iteraciones (Épocas) el error cae por debajo de 1X10-6. Como se puede apreciar en la Fig. 9
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Figura 9.- Respuesta del proceso de identificación para el sistema del péndulo invertido.

V.    Conclusiones

Las redes neuronales son muy efectivas para modelar no linealidades en sistemas. En especial las redes recurrentes ya que pueden adquirir un comportamiento dinámico aun siendo de naturaleza estática. Otra característica importante en este tipo de redes, es la capacidad de poder demostrar la estabilidad mediante la comparación de los eigenvalores de la red y del sistema a identificar. Si bien en muchos sistemas es difícil y en algunos casi imposible obtener su modelo matemático, las redes dinámicas recurrentes son una excelente alternativa para abordar este problema de identificación de sistemas.
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